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Abstract  
As a promising vision toward obtaining high reliability and better energy management, nowadays power 

grid is transferring to the smart grid (SG). This process is changing continuously and needs advanced 

methods to process big data produced by different segments. Artificial intelligence methods can offer 

data-driven services by extracting valuable information which is produced by meter devices and sensors 

in smart grids. To this end, machine learning (ML), deep learning (DL), reinforcement learning (RL), 

and deep reinforcement learning (DRL) can be applied. These methods are able to process huge amounts 

of data and propose an appropriate solution to solve power industry complex problems. In this paper, 

the state-of-the-art approaches based on artificial intelligence used by smart power grids for applications 

and data sources are investigated. Also, the role of big data in smart power grids, and its features such 

life cycle, and efficient services such as forecast, predictive maintenance, and fault detection are 

discussed. 
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کننده دواریانداز امچشم کیبه عنوان  ،(SG)به شبکه هوشمند  در حال تبدیل شدن گیریطور چشمبه برق امروزه شبکه: چکیده

طور پیوسته در حال تغییر است و نیازمند این انتقال به است. یکارآمد انرژ تیریبالا و مد نانیاطم تیقابل برخورداری ازی برا

توانند از هوش مصنوعی می هایروشهای مختلف است. های تولید شده از بخشبرای پردازش کلان داده های پیشرفتهروش

نی شوند خدمات مبتهای موجود در شبکه تولید میگیری و سنسورهای اندازهدستگاهطریق استخراج اطلاعات ارزشمند که توسط 

های یادگیری ماشین، یادگیری عمیق، یادگیری تقویتی و یادگیری عمیق تقویتی منظور روشبه این بر داده را ارائه نمایند. 

حل مناسبی راه شده را پردازش نموده و یآورجمع یهااز داده یادیحجم زتوانند ها میکار گرفته شوند. این روشهتوانند بمی

های مبتنی بر هوش مصنوعی مورد استفاده رو در این مقاله آخرین رویکردبرای مشکلات پیچیده صنعت برق ارائه نمایند. از این

ده در شبکه هوشمند دانقش کلانطور جامع بررسی شده است. همچنین ها و منابع داده بهدر شبکه هوشمند برق برای کاربرد

یص بینی و تشخآن مانند پیشگویی، تعمیرات قابل پیش موثر یکردهایداده و روکلان اتیآن از جمله چرخه ح یهایژگیو وبرق 

 شود. خطا در صنعت برق بیان می
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 مقدمه -1

گیری پیچیده است. رشد فزاینده منابع انرژی طور ذاتی دارای فرایندهای تصمیمبرق به (SG) 1های هوشمندمدیریت شبکه

های ند. روشکتر میهای برق همراه است، این پیچیدگی را چالش برانگیزپذیری و عدم قطعیت در سیستمپذیر که با تغییرتجدید

 های زمانی سعی درآماری، طیفی، پردازش سیگنال، نظریه اطلاعات و تحلیل سری هایروشمانند هایی مرسوم با تکیه بر روش

اند اما همیشه ها سطح فرمالیسم ریاضی قوی را از خود نشان دادهاند. اگرچه این روشگیری داشتههای تصمیمتسهیل فرایند

ت در صنع ربازیمرسوم از د هایروش را مدیریت کنند.های دنیای واقعی های قطعی، پیچیدگی سیستمتوانند با ارائه مدلنمی

ا ب شدن هستند. نیگزیدر حال جا محورداده هایروششدن صنعت برق با  یتالیجیروند د اما بااند برق مورد استفاده قرار گرفته

ها غلبه کنند. تلاش نمودند بر این پیچیدگی (AI) 2مصنوعیبا تکیه بر مفاهیم هوش  هاروش، این محورداده هایروشظهور 

برداری قرار گیرد. با های صنعت برق شامل تولید، انتقال، توزیع و مصرف مورد بهرهتواند در کلیه حوزهمصنوعی میهوش 

-ظهور کلاندنبال آن ه های هوشمند برق و بسازی در شبکهگیری، پایش و ذخیرههای حاصل شده در ابزارهای اندازهپیشرفت

مبتنی بر هوش مصنوعی در های روش کارگیریهدنبال توسعه و به های تولید شده از این تجهیزات هوشمند، جامعه علمی بداده

سایی حوزه از هوش مصنوعی و علوم کامپیوتر مطرح شده که از شنابه عنوان یک زیر 3. یادگیری ماشین[1]صنعت برق است 

در  امید بخش رکایادگیری ماشین به عنوان یک راههای روشهای داده تکامل پیدا کرده است. الگو تا تجزیه و تحلیل ساختمان

ا هاند. این مجموعه روشمنظور تحلیل در سطح محلی و کلان مورد توجه قرار گرفتهآوری داده بهجمع فرایندجهت خودکارکردن 

بینی شرایط آینده یا منظور پیشها بههای موجود در داده را تشخیص داده و سپس از این الگوالگو طور خودکارتوانند بهمی

گیری یاد هایروشهای هوشمند برق گیری با در نظر گرفتن شرایط عدم قطعیت استفاده کنند. در چندین حوزه شبکهتصمیم

های یادگیری ماشین و مدل 4های عصبی سطحیاری در شبکههای بسیاند، با این حال چالشماشین به نقاط عطفی دست یافته

یرند گمورد استفاده قرار خیلی کمهای قدرت در مسائل پیچیده سیستم هاروشگردد این کند که باعث مینمایی میساده خود

اند. این انتقال با اضافه شدن تعداد های قدیمی در طول دهه گذشته شدههای هوشمند برق به آرامی جایگزین شبکه. شبکه[2]

آوری شده از این داده جمعاطلاعات همراه شد. بنابراین کلان گیری هوشمند و دیگر منابع استخراجهای اندازهزیادی از سیستم

-. تحلیل این کلان[3]های هوشمند برق فراهم آورد ها در شبکهبرداری از این دادههای متعددی را جهت بهرهها فرصتسیستم

های برداری از دادهمنظور بهرههای تجاری جدید در بخش انرژی بهارتقاء عملکرد خدمات و تشویق به ساخت مدلها داده

گویی، تشخیص خطا و تعمیرات قابل توان به پیشآوری شده در شبکه هوشمند برق را به همراه دارد که از جمله آن میجمع

های عملکرد های حاصل شده در حوزهبا توجه به پیشرفت 6های عصبی عمیقهای اخیر شبکهدر سال اشاره کرد. 5بینیپیش

ند. الگوی یادگیری عمیق در این خصوص با توجه به پتانسیل قوی خود اهر گرفتداده در کانون توجه قرامحاسباتی و ذخیره کلان

یادگیری ماشین مرسوم دارای  هایروشگیری دست یافته است. یادگیری به موفقیت چشم هایروشبه عنوان نماینده 

هایی بدون این منظور گزینه حال، یادگیری عمیق برایهای خام هستند. با اینمنظور پردازش دادههای متعددی بهمحدودیت

منظور ها و قوانین متعدد غیر خودکار بهفرایندنماید. در حقیقت به جای قرار دادن استخراج و انتخاب بردار ویژگی فراهم می

گیرد طور خودکار در زمان آموزش یاد میها را بهآوری شده، یادگیری عمیق این ویژگیهای خام جمعاستخراج ویژگی از داده

ایی برای ، احتمالی و تقویتی، ابزارهای مناسب و تسهیل کننده7ها شامل یادگیری متمایزکنندهرو خانواده این الگوریتم. از این[4]

 منظور کسبدست آمده، بههداده بهای هوشمند برق و استفاده بهینه از کلانحاصل شده اخیر در شبکههای مواجه با پیشرفت

 رسند.دستاوردهای جدید به نظر می

به لطف بستر فراهم شده توسط و  (AMI) 8گیریهای پیشرفته اندازهو زیر ساخت رهای حسگهای اخیر در پایش شبکهتوسعه

های انتقال و توزیع برق را گیری شده در شبکههای اندازهگیری تنوع، حجم و پویایی دادهطور چشمبه، (IoT) 9اینترنت اشیا

کاوی در کنار وجود های دادهداده و متدلوژی یادگیری ماشین و یادگیری عمیق، ساختار پایگاهافزایش داده است. علاوه بر آن 

هایی با محوریت های خدمات محور به شرکتنموده و آنها را از سازمان های متن باز تحلیل داده، صنعت برق را دگرگونپلتفرم

ضرورت وجود یک مطالعه مروری در این حوزه که مورد استفاده محققین و متخصصین بنابراین . [5]داده تبدیل کرده است 

 هایروشرو این مقاله تلاش نموده است مروری جامع بر آخرین . از اینقرار گیرد، اهمیت دارد صنعت برق در داخل کشور
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 دست آمدههداده ارائه دهد. بر اساس اطلاعات بمعرفی و بررسی تاثیر کلانکار گرفته شده در این صنعت در کنار همحور بداده

برق در داخل  هوشمند یهامحور در شبکهداده یهاروشتوسط نویسندگان، این مطالعه اولین مقاله مروری ارائه شده در زمینه 

 های ایندستاورداز  رو پرداخته است.های پیشها و فرصتکشور است که به بررسی آخرین رویکردهای مرتبط و معرفی چالش

 توان به موارد زیر اشاره کرد:می مطالعه

 استفاده شده در شبکه هوشمند برق شامل یادگیری ماشین و یادگیری عمیق. محوردادهمختلف  هایروشبندی ارائه طبقه -

 قابل استفاده در هر گام. هایروشداده مورد استفاده در شبکه هوشمند برق و معرفی چرخه حیات کلان -

یادگیری ماشین و یادگیری عمیق استفاده  هایروشداده در شبکه هوشمند برق، معرفی های کلانبندی سرویسارائه طبقه -

 های مطروحه.در سرویس هاروشایی میزان تاثیر هر یک از این شده به ازای هر سرویس و ارزیابی مقایسه

 های هوشمند در صنعت برق.روی شبکهپیشهای ها و فرصتمعرفی چالش -

هوشمند  یهامحور مورد استفاده در شبکهداده یهامرسوم در مقابل روش یهاروش .ادامه به این شرح است مقاله در ساختار

داده در شبکه هوشمند برق در بخش سوم تشریح شده است. در ادامه به تفصیل آورده شده است. کلان 2در بخش  برق

کار گرفته شده در هب یهاروشاند. در بخش پنجم بررسی معرفی شده 4داده در شبکه هوشمند برق در بخش های کلانسرویس

 بیان گیرینتیجه 6آورده شده است. در انتها در بخش  روشیپ یهاها و فرصتچالشبه همراه  شبکه هوشمند برق یهاسیسرو

 شده است.

 

 های هوشمند برقمحور مورد استفاده در شبکهداده هایهای مرسوم در مقابل روشروش -2

های هوشمند ارائه شده است. در ابتدا به نقاط ضعف محور قابل استفاده در شبکههای مرسوم و دادهدر این بخش مروری بر روش

محور شامل ی دادههاهای متداول که سابقه طولانی استفاده در صنعت برق دارند اشاره شده و در ادامه ظهور روشو قوت روش

های های مرسوم بررسی شده است. روشهای روشهای مبتنی بر یادگیری ماشین و یادگیری عمیق در پاسخ به ضعفروش

طیفی و تئوری اطلاعات تقسیم کرد.  هایروشهای زمانی، پردازش سیگنال، های آماری، آنالیز سریتوان به روشمرسوم را می

های یادگیری ماشین و یادگیری عمیق سعی در پاسخ به بندی الگوریتممحور با تکیه بر دو دستههای دادهاز طرف دیگر روش

که ادامه توضیح داده نشان داده شده ( 1های یاد شده در شکل )بندیهای هوشمند دارد. دستههای مطرح شده در شبکهنیاز

 خواهد شد.

 

 های مرسومروش -2-1

های گذشته استفاده شده است. تشخیص انحراف از یک های هوشمند در طول سالشبکه های مرسوم در تجزیه و تحلیلروش

 وسیله پردازش سیگنال و تشخیصهای آماری، شناسایی تغییر فرکانس در حوزه تبدیل فوریه بهمدل تعریف شده توسط روش

 ه در ادامه توضیح داده خواهد شد.هایی از این دسته است کاعوجاج در محتوا به کمک استفاده از تئوری اطلاعات نمونه

 

 
 هوشمند یهامحور مورد استفاده در شبکهداده یهامرسوم در مقابل روش یهاروش(: 1)شکل 

Figure (1): Conventional methods Vs. Data-driven methods used in smart power grid 
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 های آماریروش -2-1-1

اند. هر انحراف از مدل مورد های آماری تولید شدههای سیستمی بر اساس مدلآماری فرض بر این است که دادههای در روش

های استنتاجی آماری شامل ها آزمایشمنظور تشخیص این ناهنجاریشود. بهعنوان یک ناهنجاری در نظر گرفته میانتظار به

ها بر اساس های پارامتری توزیع داده مشخص است و پارامترشود. در روشیکار گرفته مههای پارامتری و غیر پارامتری بروش

. از طرف [6]ها شناخته می شوند هایی از این روشبه عنوان نمونه 10شود. مدل رگرسیون و مدل گاوسیها تخمین زده میداده

های مبتنی بر گردد. روشی جاری مشخص میهاو براساس داده نیستهای غیر پارامتری مشخص ها در روشدیگر توزیع داده

. از مزایای [7]گردند های شاخص دسته غیر پارامتری شناخته میبه عنوان نمونه 13و مجاورت 12، تابع هسته11هیستوگرام

ها مشخص است( در هنگامی که توزیع دادهمخصوصاً توان به قابل توضیح بودن و قابل تفسیر بودن آنها )های آماری میروش

بت به تر نسبا توزیع پیچیده و عملکرد ضعیف هایروشها و کرد. از طرفی دیگر پیچیدگی محاسباتی بالا در مواجه با مدل اشاره

 .[8]گردد های آماری محسوب میهای با تعداد ویژگی زیاد به عنوان نقاط ضعف روشیادگیری ماشین در کار با داده هایروش

 

 های زمانیتحلیل سری -2-1-2

شود. این گردد استفاده میتولید می 14های سنسوریتوسط سیستمها هایی که دادههای زمانی در اغلب موقعیتتحلیل سری

 بینی با استفاده از تحلیلهای قابل استفاده از آنها متمرکز است. پیشمنظور استخراج آمارهای داده بهروش بر تحلیل ویژگی

توان به تحلیل های متداول این دسته میگردد. از روشها استفاده میمنظور تخمین مقادیر آینده مورد انتظار دادهسری زمانی به

گذاری . سادگی و تاثیر[9]اشاره کرد  17و فیلتر کالمن (ARIMA) 16نگردا، میانگین متحرک یکپارچه خود15همبستگی متقابل

گیری هایی که با تغییرات چشماما در موقعیت، آیدحساب میه های زمانی بهای مبتنی بر تحلیل سریهای بارز روشاز ویژگی

 .[10]بخشی به همراه ندارد استفاده از تحلیل سری زمانی نتایج رضایت ،همراه است
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های دفراینهای صوتی، تصویری، حاصل شده از نظارت ها شامل سیگنالپردازش سیگنال با تحلیل انواع مختلفی از سیگنال

وند شکار گرفته میههایی بپردازش سیگنال اغلب در موقعیت هایروشایی از سنسورها سر و کار دارد. های دادهفیزیکی و جریان

متفاوتی  هایشوند. تبدیلکار گرفته میههای جداسازی نویز بپذیری نویز قرار دارند و در نتیجه مکانیزمها تحت اثرکه سیگنال

نویسندگان  [11] مرجع عنوان نمونه درگردد. بهدر این خصوص استفاده می 18های بر پایه موجکمانند تبدیل فوریه و تبدیل

د. برای این ندههای یک سیگنال را تغییر مییویژگ 19برداری بسته تصادفیاند که چگونه تجمیع زمانی در نمونهتحلیل کرده

پردازش سیگنال  هایروشطراحی شده خاص جایگزین شده است. با وجود آنکه  20منظور گام تجمیعی با یک فیلتر پایین گذر

ای هبر مبنای فرض هاروشگذارند، اما این عادی نرخ تشخیص خوبی را به نمایش میهایی همچون مواجه با وقایع غیردر موقعیت

 هستند که بر عملکرد آنان اثر مخرب خواهد گذاشت. واقعی از پردازش استوارغیر
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ها نگاشت فضای مسئله به فضای جدیدی با تعداد ویژگی کمتر طیفی سعی در کاهش ابعاد دارند. اساس این روش هایروش

داول مت روشتوانند بر پایه می هاروشافتد. این های عادی و غیرعادی اتفاق میدادهپذیری بالاتری بین است که در آن تفکیک

گردد. در مواقعی که فضای مسئله باشند که در آن داده به فضای با ابعاد کمتر نگاشت می (PCA) 21تجزیه و تحلیل اجزای اصلی

آید. همچنین استفاده از شمار میهبه عنوان یک نقطه قوت ب هاروشهای با ابعاد بالا مواجه است ویژگی کاهش ابعاد این با داده

اغلب با  هاروشتواند مناسب باشد اما باید در نظر داشت این پردازش میهای کاهش ابعاد به عنوان یک مرحله پیشروش

 .[12]گردد طیفی محسوب می هایروشپیچیدگی محاسباتی بالایی همراه هستند که به عنوان نقطه ضعف 

 

 نظریه اطلاعات -2-1-5
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گیری معیارهای نظریه اطلاعاتی مختلف کارهبندی، تحلیل محتوای اطلاعات یک مجموعه داده با بها در این دستههدف روش

طور معمول این معیارها ابتدا از طریق کل مجموعه داده است. به 24و آنتروپی نسبی23، آنتروپی22کولموگوروفمانند پیچیدگی 

تواند ها معلوم گردد. در اصل انتخاب یک معیار تئوری اطلاعاتی خاص مییک زیر مجموعه از داده بایدگردد و سپس ایجاد می

 های نظریه اطلاعاتهای ذاتاً مرتب، انتخاب روش. علاوه بر این، در مواجه با دادههای متفاوت تاثیرگذار باشدبر عملکرد الگوریتم

 .[6]آورد حساب نمیهها را بتوزیع آماری نهفته در داده هاروشبه تعیین سایز زیر ساخت بهینه بستگی دارد. اما به هر حال این 
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کند های علم کامپیوتر تعریف میعنوان یکی از حوزهرا به هوش مصنوعی (IRENA) 25پذیرای تجدیدهآژانس بین المللی انرژی

کنند. این آوری شده رفتار انسان را تقلید میهای جمعهای هوشمندی است که بر مبنای دادهکه در آن تمرکز بر ایجاد ماشین

-های در حال تولید در کنار سیستمرود. حجم عظیم دادهشمار میمحور در صنعت برق بهتعریف نقطه شروع توسعه خدمات داده

ها حاصل گردد و خدمات نوآورانه بر مبنای های قدرت )از تولید تا تقاضا( این فرصت را پدید آورده است تا درک بهتری از سیستم

کنند که در آنها فقدان یک های بر مبنای یادگیری اشاره میمحور معمولاً به روشداده هایروش. [13]وجود آید ها بهاین داده

. یادگیری ماشین به [8]گردند جبران نمود ها که در یادگیری استفاده میتوان با حجم عظیمی از دادهمدل ریاضی استوار را می

 های دادهتحلیل ساختمانعنوان یک زیرحوزه از هوش مصنوعی و علوم کامپیوتر مطرح شده که از شناسایی الگو تا تجزیه و 

. این بیان [14]گردد که قابل فهم و تکرارپذیر برای کاربران باشد تکامل پیدا کرده است. این تجزیه و تحلیل به نحوی مدل می

طور خودکار کند که بهها تعریف میایی از روشادگیری ماشین را مجموعهاست که ی [15]مرجع منطبق با تعریف مورفی در 

کار امید بخش در جهت خودکارکردن یادگیری ماشین به عنوان یک راه هایروشدهند. ها را تشخیص میالگوهای موجود در داده

طور توانند بهها میاند. این مجموعه روشمنظور تحلیل در سطح محلی و کلان مورد توجه قرار گرفتهآوری داده بهجمع فرایند

بینی شرایط آینده یا تصمیم گیری با در منظور پیشخودکار الگوهای موجود در داده را تشخیص داده و سپس از این الگوها به

ح ز به اصلاهای تولیدی نیاها در مواجه با حجم عظیم دادهنظر گرفتن شرایط عدم قطعیت استفاده کنند. با این وجود این روش

اند، با این یادگیری ماشین به نقاط عطفی دست یافته هایروشهای هوشمند برق در چندین حوزه شبکه .[16]و بهبود دارند 

گردد کند که باعث میهای یادگیری ماشین ساده خودنمایی میو مدل 26سطحیهای عصبی های بسیاری در شبکهحال چالش

ایی از دو طور گستردهها به. این چالش[2]ندرت مورد استفاده قرار گیرند ههای قدرت بدر مسائل پیچیده سیستم هاروشاین 

 دلیل، موثرهای بیهای با ابعاد بالا و پیچیدگیهای یادگیری غیر عمیق برای کار روی داده( الگوریتم1گیرد: واقعیت نشات می

منظور . به[19،20] تواند بهبود پیدا کندماشین ساده با حجم عظیمی از داده نمیهای یادگیری ( دقت مدل2. [17،18نیست ]

یدا کرد. دار یادگیری ماشین سوق پمقابله با این مشکلات الگوی یادگیری به سمت یادگیری عمیق به عنوان برجسته ترین پرچم

ذیرفت نگام و با کارایی بالا صورت پههژگی سلسله مراتبی بداده با استخراج ویبرداری از فراوانی کلاناین تغییرات در راستای بهره

یادگیری  هایروش. [4دهد ]نشان می( اختلاف مفهومی کلی بین یادگیری ماشین مرسوم و یادگیری عمیق را 2شکل ) .[3]

هایی را برای پردازش های خام دارند، با این وجود یادگیری عمیق گزینههای متعددی برای پردازش دادهماشین مرسوم محدودیت

خودکار غیرها و قوانین متعدد . یادگیری عمیق در ازای روال[17]آنها بدون استخراج و انتخاب بردار ویژگی پیشنهاد داده است 

 [.19،22] کندها را در زمان آموزش فراهم میهای خام، یادگیری خودکار این ویژگیمنظور استخراج بردار ویژگی از دادهبه
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کار ههای مختلف بحوزهگیری در طور چشمداده، یادگیری ماشین بههای پردازشی و کلانسیستم های اخیر با پیشرفتدر سال

ها عملکرد بهتری دارند، اما اکثر کارشناسان ها نسبت به انسان. در بسیاری از کاربردها اثبات شده که ماشین[18]گرفته شده است 

اذعان دارند که یادگیری ماشین همچنان در حال توسعه سریع است و به اوج شکوفایی خود نرسیده است. یادگیری ماشین در 

دهد که ادغام یادگیری های قبلی قدرتمند است. مطالعات تجربی نشان میو تصمیم 27های تاریخیدادهدست آوردن تجربه از به

 . [19]گیری است های قدرت قادر به ارائه منافع چشمماشین و سیستم
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 [4](: یادگیری ماشین مرسوم در مقابل یادگیری عمیق 2)شکل 

Figure (2): Conventional Machine Learning Vs. Deep Learning [4] 

 

 
 های یادگیری ماشینبندی روش(: دسته3)شکل 

Figure (3): Machine Learning classification 

 

دهد. بر این اساس های قدرت را نشان میهای کاربردی در سیستمها و مدلهای یادگیری ماشین، روشبندی( دسته3شکل )

 32و یادگیری عمیق 31، یادگیری تقویتی30نظارتی، نیمه 29، بدون نظارت28های یادگیری ماشین به پنج دسته نظارت شدهالگوریتم

ه که اگر با متغییر وابستطوریها است بهبینی یا توصیف روابط موجود در مجموعه دادهها پیشگردند. هدف این روشتقسیم می

 .[20]گیرد صورت یادگیری بدون نظارت مورد استفاده قرار میمواجه باشیم یادگیری تحت نظارت و در غیر این

کند که در آن یک مدل با استفاده از های یادگیری ماشینی اشاره میوع یادگیری به روشاین نیادگیری نظارت شده:  -الف

های شود. با تکیه بر این واقعیت که آموزش و تست مدلها دارای خروجی هدف )برچسب ها( آموزش داده میمجموعه نمونه

ها توانمندی مطلوبی از خود گیرد، این روشام میهای برچسب گذاری شده انجمبتنی بر یادگیری نظارت شده با استفاده از داده

های شوند. از روشو رگرسیون تقسیم می 33بندیهای یادگیری نظارت شده به دو دسته اصلی طبقهاند. خانواده روشنشان داده

اشاره کرد. همچنین  (KNN) 35نزدیکترین همسایه Kبند و طبقه 34بند ماشین بردار پشتیبانتوان به طبقهبندی میمشهور طبقه

 .[21]های مشهور دسته رگرسیون نام برد توان به عنوان نمونه روشرا می 36های رگرسیون خطی و درخت تصمیمروش

ه از حجم کوچکی کند کهای یادگیری ماشینی اشاره میطور کلی به روشیادگیری نیمه نظارتی بهیادگیری نیمه نظارتی:  -ب

های نیمه نظارتی کند. همچنین روشهای بدون برچسب استفاده میهای برچسب گذاری شده و حجم زیادی از دادهاز داده

های برچسب گذاری شده آموزش بند را با استفاده از دادههای یادگیری ماشینی اشاره کنند که یک طبقهتوانند به روشمی

تواند های صریح استفاده نشده است، این نوع مجموعه داده آموزشی میآموزش مدل از برچسب گذاریدهند. اگرچه در فرایند می



 133-162/ 1403/ بهار پنجاه و هفت/ شماره پانزدهم برق/ سالهای هوشمند در صنعت نشریه روش

(139) 

های ها )شامل دادههای نرمال از مجموعه عظیم دادهدست آید که در آن برچسب گذاری یا جداسازی دادهاز دنیای واقعی به

یک نوع روش یادگیری نیمه نظارتی است که الزامی به  37کلاس پذیرد. ماشین بردار پشتیبان واننرمال و غیرنرمال( انجام می

م هایی است که حجنرمال ندارد. اگرچه یادگیری نیمه نظارتی بهترین انتخاب برای استفاده در زمانهای غیربرچسب گذاری داده

های برچسب با استفاده از داده هایی در ارتباطهای برچسب گذاری شده موجود است، باید در نظر داشت با محدودیتکمی از داده

های برچسب گذاری شده و بدون برچسب است که ها بر مبنای رابطه بین توزیع دادهگذاری نشده مواجه هستیم. این محدودیت

 .[22]های غلط ممکن است به عملکرد ضعیف منجر شود در آن فرض

ا در همنظور تعیین وابستگیهای یادگیری ماشین است که بهیادگیری بدون نظارت یکی از روشیادگیری بدون نظارت:  -ج

، 39، استخراج قوانین انجمنی38توان به خوشه بندیهای متداول این دسته میشود. از روشهای بدون برچسب استفاده میداده

ها هدف اصلی استنتاج ساختار داده بدون اشاره کرد. در همه این روش 41( و تخمین چگالی40های پرتتشخیص ناهنجاری )داده

 ها تولید کند.طوریکه یک نمایش کاربردی از دادهاستفاده از برچسب گذاری است به

یادگیری بدون نظارت کمتر از یادگیری تحت  هایمقالهسب گذاری شده تعداد های برچبه دلیل احتمال بالای مواجه با داده

 روند.کار میهها بمنظور تقسیم بندی پروفایلهای یادگیری بدون نظارت عمدتاً به. روش[21]نظارت است 

 ها مورد مطالعه کمتری قرار گرفته است با اینحال این نوعبندیمقایسه با دیگر دسته یادگیری تقویتی در: یادگیری تقویتی -د

هایی های پویا وفق داده و چارچوبدهد. این سبک یادگیری خود را با محیطیادگیری، یادگیری هدفمند بدون ناظر را ارائه می

یری گتواند در حل مشکلات تصمیمآورد. یادگیری تقویتی میها بر مبنای پاداش و جریمه فراهم میسازی سیستمبرای فهم و مدل

. [21]ید ریزی کمک نماایی از مشکلات صنعتی مانند کنترل و برنامهطور خاص در پاسخ به طیف گستردهترکیبی پیچیده و به

خورد و عمل است. هدف یادگیری تقویتی این است که پاداش عامل چهار مولفه اصلی یادگیری تقویتی شامل عامل، محیط، باز

رفتن گیری ترتیبی با در نظر گتواند از تصمیمایی از اعمال در محیط حداکثر شود. این نوع یادگیری میبا در نظر گرفتن مجموعه

ماید و نکه از محیط کسب می شرایط عدم قطعیت حمایت کند. یک الگوریتم یادگیری تقویتی عادی با توجه به دانش محدودی

 43سارساو  Q42توان به یادگیری های یادگیری تقویتی میترین الگوریتمکند. از متداولها عمل میبازخورد محدود از تصمیم

(SARSA) [23]گردد سازی، راهبری و رباتیک استفاده میهای بازیاشاره کرد. یادگیری تقویتی اغلب در حوزه. 

ای هاند. با این وجود شبکهیادگیری ماشین برآورده شده هایروشها اهداف مختلفی با ارائه در بسیاری از حوزه: یادگیری عمیق -ه

 منظور حل مشکلاتکارگیری آنها بههاند که بهای فراوانی مواجه شدهماشین با چالشهای ساده یادگیری مصنوعی سطحی و مدل

های گیری در بهبود الگوریتمها یک ظهور چشمهای اخیر با رشد فزاینده داده. در سال[24]پیچیده رضایت بخش نبوده است 

. از [25]افزار به وقوع پیوست که باعث شد هوش مصنوعی به یک مرحله تکامل یافته وارد گردد هوش مصنوعی و صنعت سخت

ری یه پدیدار شد. یادگیهای عصبی مصنوعی چندلارو یادگیری عمیق به عنوان یک زیر مجموعه از یادگیری ماشین از شبکهاین

شود که مطابق عمیق، معنایی فراتر از معنای کنونی دارد که در آن از یادگیری عمیق صرفاً به عنوان شبکه عصبی عمیق یاد می

توان به حال ساختارهای متفاوت از یادگیری عمیق وجود دارد که میها اشاره دارد. با ایناین دیدگاه واژه عمیق به تعداد لایه

، (CNN) 47های عصبی کانولوشنی، شبکه(FDN) 46خورهای عمیق پیش، شبکه(DBN) 45های باور عمیق، شبکه44اشین بولتزمنم

اشاره  (GAN) 50های متخاصم مولدو شبکه (LSTM) 49کوتاه مدت-های حافظه بلند، شبکه(RNN) 48های عصبی بازگشتیشبکه

، 52، شناسایی گفتار51ها مانند شناسایی تصویرایی در بسیاری از حوزه. امروزه یادگیری عمیق توانایی خارق العاده[26]کرد 

 .[31،32] از خود نشان داده است 55و نظامی 54، مدیریت سلامت(NLP) 53های طبیعیپردازش زبان

 

 یادگیری عمیقهای روش بندیطبقه -2-2-2

های عملکرد محاسباتی و ذخیره داده در های حاصل شده در حوزههای عصبی عمیق با توجه به پیشرفتهای اخیر شبکهدر سال

وفقیت یادگیری به م هایروشعنوان نماینده د. الگوی یادگیری عمیق با توجه به پتانسیل قوی خود بهانهکانون توجه قرار گرفت

ها با سطوح انتزاعی مختلف بر مبنای منظور نمایش ویژگییادگیری عمیق به هایروشگیری دست یافته است. کارایی چشم
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های متمایز کننده، احتمالی و توان به دستهیادگیری عمیق را می هایروش. [27]چندین واحد پردازشگر قدرت گرفته است 

 ( نشان داده شده است.4رد که در شکل )تقویتی تقسیم ک

سازی متمایز کننده است. این روش تلاش های اصلی در یادگیری ماشین، مدلیکی از حوزهیادگیری عمیق متمایز کننده:  -الف

کند. به خروجی صحیح نگاشت میو مستقیما ورودی را  است Pℝمتعلق به  دست آورد که در آن به θfکند تقریبی از تابع می

 است را در نظر بگیرد: (i,yix) صورتنمونه آموزشی به nصورت زیر که شامل به trDهای آموزشی مجموعه داده

(1                                                                                                   )      tr 1 1 2 2 n nD x , y , x , y , , x , y 

صورت نمونه مشاهده نشده به mهای تست شامل وجود دارد. همچنین مجموعه داده iyخروجی یا برچسب  ixمتناظر با هر ورودی 

tsD :مفروض است 

(2)                                                                                                                 ts n 1 n 1 n 2 n 2 n m n mD x , y , x , y , , x , y      

( x,yهای )کمترین مقدار را برای همه نمونه yو  θ*f(x)نحوی که میانگین فاصله بین است به θ*هدف، یادگیری پارامتر بهینه 

 داشته باشد. trDمتعلق به 

 56است. پرسپترون چند لایه کلاسیک tsD متعلق به (x,y) برای همه yو  θ*f(x) همچنین خطای تست برابر میانگین خطا بین

دست آوردن یک نگاشت غیر خطی بین منظور بهبه {L,…,h2,h1h} لایه محاسباتی L و تعداد d0ℝ متعلق به 0hیک لایه ورودی 

دارد و یک تابع غیر خطی از لایه قبل  Lاست که مقداری بین یک و  diℝ متعلق به ihکند. هر لایه ورودی و خروجی تعریف می

 شود:است که توسط رابطه زیر مشخص می

(3)                                                                                                                                                    i i i i 1 ih g W h b  

شود. همچنین  محاسبه می 58یا تانژانت هایپربولیک 57یک تابع تبدیل غیرخطی است که معمولا با توابع سیگموئید igدر این رابطه 

است. پرسپترون چند لایه کلاسیک  ihساز در لایه ، بایاس تابع فعالdiℝ متعلق به ibو  diℝ×diℝ-1 متعلق به iW 59ماتریس وزن

ها فراهم در مجموعه داده yبرابر با  Lhو خروجی  xبرابر با  0hخطی بین ورودی لایه مخفی یک تبدیل غیربا استفاده از چندین 

در خلاف جهت گرادیان  ibو  iWهای پارامتر (GD) 60گیری از روش گرادیان کاهشیبا بهره ihبرای آموزش هر لایه  کند.می

کند و همزمان طور چشمگیری کاهش پیدا میطور که گرادیان بههمانشوند. حرکت داده می  ibو  iWخطای آموزش به ترتیب 

هنگام کردن مدل و قدرت گرادیان کاهشی برای به Lهای محاسباتی پذیرد، یک مبادله بین تعداد لایهصورت می L افزایش مقدار

. گرددی گرادیان کاهشی کاسته میکند از کارایمنظور حل مسائل پیچیده افزایش پیدا میبه Lوجود دارد. هنگامی که مقدار 

بنابراین پرسپترون چند لایه کلاسیک قابلیت تعمیم برای حل دقیق مسائل دنیای واقعی را ندارد. در نتیجه یادگیری عمیق 

ای عمیق هالگوریتم .[28]آموزش دهد  L>1های عصبی مصنوعی عمیق را با آمد شبکهصورت کارمتمایز کننده پیشنهاد شد تا به

تحت  هایگردند. از جمله الگوریتمیادگیری متمایز کننده به سه دسته تحت نظارت، بدون نظارت و نیمه نظارتی تقسیم می

نگار ای رمزهکوتاه مدت و نیمه نظارتی به شبکه-های حافظه بلندشبکههای کانولوشنی، بدون نظارت به توان به شبکهنظارت می

 کرد. اشاره 61اییخودکار پشته

 
 های یادگیری عمیقروشبندی (: دسته4)شکل 

Figure (4): Deep learning classification 
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شوند تا یکار گرفته مهبندی و رگرسیون بهای عصبی مصنوعی عمیق تقویتی در کنار طبقهشبکه: ادگیری عمیق تقویتیی -ب

( a,RaS,A,P) صورتدر این مدل که بهاند را حل نمایند. مدل شده (MDP) 62مارکف یریگ میتصم فرایندصورت مسائلی که به

 گردد:و احتمال انتقال حالت از رابطه زیرتعیین می A، دامنه اعمال Sها شود، مجموعه حالتنمایش داده می

(4)                                                                                                                                           a t 1 t tP s,s ' P S s ' | s s,a a    

است. نتیجه این تغییر حالت مشاهده  sو حالت  tوقتی زمان  t+1 در زمان t+1s برای مدل کردن احتمال رفتن به حالت

را مشخص  ta  است که عمل t*(sπ( است. هدف یافتن سیاست بهینه، aR(t=st+1=s,sts) پاداش/جریمه فوری از طرف محیط،

 آید:دست میکند و مجموع پاداش مورد انتظار که توسط رابطه زیر بهمی

 t

avg a t t 1

t 0

R R s ,s






 
  

 
              )5( 

 و شرط زیر برقرار باشد: را ماکزیمم کند

0 1                  )6( 

 آید:دست میتوسط رابطه زیر به Sمتعلق به  sبرای هر حالت  t*(sπ( بهینه، سیاست

   *

a
s arg max Q s,a                )7( 

( 5. در شکل )[29،30]زند را تخمین می sدر حالت  aمقدار بهینه تابع حالت/عمل است که پاداش انجام عمل  Q(s,a)که در آن 

 ،63عمیق Qتوان به شبکه عنوان نمونه میهای این دسته به. از الگوریتم[31]ساختار یادگیری عمیق تقویتی نشان داده شده است 

DQN 65قیعم یقطع یخط مش انیگراد و 64دوگانه (DDPG) .اشاره کرد 

 (x,y)کند که نگاشت می yرا به  xیادگیری عمیق احتمالی: در مقابل یادگیری عمیق متمایز کننده که در آن یک تابع صریح  -ج

های برای تمامی نمونه P(x)هستند، هدف معماری عصبی عمیق احتمالی بدست آوردن یک تابع توزیع احتمال  trDمتعلق به 

به نحوی  نگاشت کند، P(x|y)را به  P(x)گیرد که است. در نتیجه یک تابع صریح یاد می trDهای آموزشی موجود در مجموعه داده

های عصبی عمیق احتمالی . شبکه[32]پذیرد انجام می trDمتعلق به  (x,y)های برای تمامی نمونه yکه یادگیری خروجی صحیح 

ابع که این متغییرها تطوریگیرند بهنظر میایی از متغییرهای پنهان دریادگیری ویژگی را به عنوان یک فرایند کشف مجموعه

های کهکند. در شبص میکنند. این تابع سپس کلاس متغییر را مشخداده را به بهترین صورت توصیف می (PDF) 66تراکم احتمالی

منظور افزایش دقت تابع تراکم احتمالی یادگیری شده مقایسه های تولیدی بهمتخاصم مولد مجموعه داده حقیقی با نمونه داده

گیرد، اخیراً در حل مسائل تشخیص خطا و ناهنجاری در های اصلی این تابع را یاد میکه این مدل ویژگیگردد. از آنجائیمی

ا هشود. همچنین این شبکهکار گرفته میبکه هوشمند برق بهبر روی ش [34]ص حملات سایبری و تشخی [33]های بادی توربین

توان به دو های یادگیری عمیق احتمالی را می. الگوریتم[35]شود نیاز از مدل استفاده میپذیر بیمنظور تولید سناریو تجدیدبه

عنوان یب بهترتتوان بههای باور عمیق را میهای متخاصم مولد و شبکهدسته بدون نظارت و نیمه نظارتی تقسیم بندی کرد. شبکه

 ن نظارت و نیمه نظارتی نام برد.ایی از یادگیری بدونمونه

 
 [31]ساختار یادگیری عمیق تقویتی (: 5)شکل 

Figure (5): Deep reinforcement learning structure [31] 
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 های هوشمند برقداده در شبکهکلان -3

های نظارتی های عملیاتی همچون دادهمنظور ساختن شبکه هوشمند برق نیاز به حجم زیادی از اطلاعات مختلف شامل دادهبه

ها است. این داده 59و لبه 68، مه67های آب و هوایی تولید شده از منابع مختلف ابریو کنترلی از راه دور و غیر عملیاتی مانند داده

های اجتماعی، رفتار مشترکین، جغرافیایی و بازار توانند بلادرنگ یا تاریخی و از لحاظ تنوع شامل اطلاعات آب و هوایی، شبکهمی

آوری داده است. های هوشمند ارائه شده که نشان دهنده منابع مختلف جمع( معماری مفهومی شبکه6برق باشد. در شکل )

ای ههای ارزیابی و برنامهها، مدلکنند که با متدلوژیهای سودمند ایجاد میداده فرصت مناسبی برای سرویسهای کلانوژیتکنول

 . [36]بخشد های هوشمند را بهبود میکاربردی جدید همراه است و مدیریت داده در شبکه

های دیگری است که ها تعریف گردد، اما در حقیقت شامل ویژگیتواند به عنوان حجم عظیمی از مجموعه دادهداده میکلان

 :[37]عبارتند از 

ای ههای هوشمند کاربرد گسترده سیستمد شده اشاره دارد. در شبکههای تولیبه حجم عظیمی از داده ویژگی: این 70حجم -الف

 کند.ها را تولید میگیری از دادهگیری هوشمند و استفاده از سنسورهای پیشرفته حجم چشماندازه

ا اشاره دارد. بهای متنوع شامل ساختار یافته، نیمه ساختار یافته و بدون ساختار : این ویژگی به وجود داده با قالب71تنوع -ب

های متنوع از حیث ساختار وجود دارد که در شکل های هوشمند، داده با ابعاد و قالبتوجه به منابع بسیار وسیع موجود در شبکه

 به نمایش درآمده است. [38]( 7)

 ت، یکنظر گرفتن نرخ نمونه گیری چهار بار در ساع : این ویژگی به سرعت تولید و انتقال داده اشاره دارد. با در72سرعت -ج

 2920میلیارد رکورد )معادل با  04/35تواند گیری هوشمند نصب شده در یک شبکه هوشمند برق میمیلیون دستگاه اندازه

 .[39]( تولید کند تترابای

ای هآوری شده اشاره دارد. با پیشرفت دستگاههای جمعدار از مجموعه داده: این ویژگی به توانایی استخراج مقادیر معنا73ارزش -د

داده با توجه به کاربردهای گسترده آن آشکار تطبیق داده شده با شبکه هوشمند برق، ارزش هر چه بیشتر تحلیل کلان هوشمند

 شده است.

های هوشمند با توجه به نقص در گیری در شبکهها اشاره دارد. خطاهای اندازه: این ویژگی به قابل اعتماد بودن داده74صحت -ه

 انتقال داده وجود دارد. عملکرد یک سیستم قدرت کارا و امن با تکیه بر ارزیابی داده است.ها یا خطا در دستگاه

 

 داده در شبکه هوشمند برقچرخه حیات کلان -3-1

پردازش، تجزیه و تحلیل و تجسم -آوری و یکپارچه سازی، ذخیره، پیشهای هوشمند شامل جمعداده در شبکهچرخه حیات کلان

 ( نشان داده شده است:8شکل )ها است که در داده

اطلاعاتی هوشمند منبع فراوانی از -داده: شبکه هوشمند برق به عنوان یک سیستم انرژیآوری و یکپارچه سازی کلانجمع -الف

ایی متمایزی با توجه های دادهشود. کلاسهای فرایندی از تولید، انتقال، توزیع و مصرف برق را شامل میاطلاعات است که داده

 های استخراج شده به شرح زیر وجود دارد:به نوع ارزش

، ولتاژ و ظرفیت 75های برقی یک شبکه که نشان دهنده پارامترهایی از جمله جریان توان واکنشیهای عملیاتی: دادهداده -

 گویی به تقاضا هستند.پاسخ

 کیفیت و قابلیت اطمینان توان اشاره دارند. ها به توان شبکه ارتباطی ندارند ولی بههای غیرعملیاتی: این دادهداده -

 های مرتبط با مصرف توان و میزان تقاضا مانند زمان اوج مصرف هستند.گیری: دادههای اندازهداده -

های شبکه هوشمند برق مانند افت ولتاژ و نرخ تشخیص خطا به ها از رویدادهای مربوط به دستگاههای رویداد: این دادهداده -

 آیند.یوجود م

 روند.کار میها بهمنظور ساماندهی و تفسیر دیگر دادههایی که به: داده76متا داده -

ای ههای داده همراه، دستگاههای برق، ترمینالگیری، پستهای اندازههای فوق از منابع مختلفی مانند سنسورها، دستگاههمه داده

 آیند.دست میهای تاریخی بههوشمند، تجهیزات مشترکین و دادهکنترلی، منابع انرژی توزیع شده، تجهیزات برقی 



 133-162/ 1403/ بهار پنجاه و هفت/ شماره پانزدهم برق/ سالهای هوشمند در صنعت نشریه روش

(143) 

 
 [36]برق  های هوشمند(: معماری مفهومی شبکه6)شکل 

Figure (6): Conceptual architecture of smart power grid [36] 
 

 
 [38] هوشمند برقهای ایی شبکه(: منابع داده7)شکل 

Figure (7): Smart power grid data sources [38] 
 

 
 داده در شبکه هوشمند برق(: چرخه حیات کلان8)شکل 

Figure (8): Big data life cycle in smart power grid 

 

مند برق عملکرد شبکه هوش منظور بهبود قابلیت اطمینان، پایداری، کارایی وایی بههای اطلاعاتی و ارتباطی پیشرفتهتکنولوژی

شود. در این راستا زیرساخت ارتباطی یک شبکه هوشمند برق متشکل از سه نوع شبکه است: شبکه خانگی، کار گرفته میهب
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منظور های متفاوتی بهولوژیها و تکن. بنابراین روش[40]( نمایش داده شده است 9شبکه محلی و شبکه گسترده که در شکل )

، (ESB) 78، گذرگاه سرویس سازمانی(SOA) 77توان به معماری سرویس گراسازی داده ارائه شده است که میاطمینان از یکپارچه

 [.44،47] های تبادل پیام اشاره کردو سیستم (UML) 79سازی یکپارچهزبان مدل

آوری شده از منابع ارسالی و تحویل آنها به ابزارهای تجزیه و تحلیل های جمعدادهداده: با توجه به حجم بالای ذخیره کلان -ب

ها در شبکه هوشمند برق از اهمیت بسزایی برخوردار است. بنابراین نیاز به یک مکانیزم توسعه دادهدر یک ثانیه ذخیره این کلان

و پایگاه  (DFS) 80گردد. سیستم فایل توزیع شدهحساس میداده امنظور تحقق الزامات مربوط به کلانپذیر بهیافته و مقیاس

یک سیستم فایل  سیستم فایل توزیع شدهگردند. ها محسوب میدادهکارهای کلیدی در ذخیره کلاناز راه NoSQLهای داده

زم اک بگذارند. مکانیایی مختلف را بر روی چندین ماشین به اشترها و منابع ذخیرهدهد فایلاست که به چندین کاربر اجازه می

تواند یک نمونه محلی از اطلاعات سرویس دهنده است که در آن هر کاربر می-ذخیره استفاده شده بر پایه مدل سرویس گیرنده

های اشاره کرد. پایگاه داده HTFSو  81اسافگوگل جیتوان به کارهای مبتنی بر این سرویس میذخیره شده را دریافت کند. از راه

NoSQL ایی مرسوم مبتنی بر های رابطههای پایگاه دادهمنظور غلبه بر محدودیتیک روش جدید بهSQL نظر گرفتن با در

 82(، ستون محورDynamoمقدار )مانند -کارهای کلیدها سه نوع معماری شامل راههای حجیم است. این نوع پایگاه دادهداده

 کند.( ارائه میMongo DB( و اسناد محور )مانند Hbased)مانند 

پردازش نقش بسزایی در بهبود -های پیش( نشان داده شده است، روش10طور که در شکل )داده: همانپیش پردازش کلان -ج

های مفقود شده هستند که در نتایج تحلیل داده تاثیرگذار ها شامل دادهکیفیت داده دارند. در بسیاری از موارد مجموعه داده

های غیرطبیعی چنانچه ها است. در مواجه با دادهها در پاسخ به این نمونه مشکلترین روشیابی از متداولاست. حذف یا درون

ای هصورت همانند دادهشود در غیر ایناین داده بر اساس عملکرد سیستم قابل توجیه است، به عنوان یک داده پرت نگهداری می

نوین  هایها روشمقدار حقیقی جایگزین گردد. در رابطه با تفسیر این نوع دادهگردد با یک مفقود شده با آن برخورد و تلاش می

ارائه گردیده است  83و مجموعه پرسپترون چندلایه (LSTM) کوتاه مدت-های حافظه بلندشبکهمبتنی بر هوش مصنوعی مانند 

عنوان  تواند بهداده نسبت به داده نامتعادل حساس هستند، لگاریتم میهای تحلیل کلانکه برخی الگوریتم. از آنجائی[41،42]

معمول طور های جدید بهها با چولگی شدید باشد. همچنین ساخت ویژگیمنظور اصلاح شکل توزیع دادهیک روش موثر به

 ها کمک نماید.تواند به بهبود دقت نتایج تحلیل دادهمی

هایی ذخیره آوری و آنها را در دیتاستها را از منابع مختلفی جمعهای هوشمند برق دادهداده: شبکهتجزیه و تحلیل کلان -د

ودآور وشمندتر شدن، کاراتر شدن و سکنند که باید به راحتی برای تجزیه و تحلیل قابل استفاده باشند. تجزیه و تحلیل در همی

 صورت زیر نام برد:توان بهکند. انواع مختلف تجزیه و تحلیل را میشدن شبکه نقشی حیاتی ایفا می

 تجزیه و تحلیل سیگنال، که برپایه پردازش سیگنال است. -
 

  
 [40] (: زیرساخت ارتباطی شبکه هوشمند برق9شکل)

Figure (9): Smart power grid connecting infrastructure [40] 
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 های پیش پردازشروش(: 10شکل )

Figure (10): Preprocessing methods 
 

 تجزیه و تحلیل رویداد، که روی رویدادها تمرکز دارد. -

 کند.دید کلی روی وضعیت شبکه کمک میتجزیه و تحلیل وضعیت، که به داشتن  -

 تجزیه و تحلیل عملیات مهندسی، که مسئول عملیات شبکه است. -

 کند.های مربوط به مشتری را پردازش میتجزیه و تحلیل مشتری، که داده -

یب نمود که از جمله توان آنها را با هم ترکهای گفته شده چندین مدل وجود دارد که میبندیدر واقع برای انواع مختلف دسته

گویی و تجویزی اشاره کرد. هر مدل یک سمت عملیاتی از شبکه را توصیف های توصیفی، تشخیصی، پیشتوان به مدلآنها می

کار ههای پاسخ به تقاضا و ارائه درک اولیه از عملکرد آنها بمنظور تشریح رفتار مشتریان در برنامههای توصیفی بهکند. مدلمی

های تشخیصی جهت فهمیدن رفتارهای خاص مشتریان و تجزیه و تحلیل تصمیمات آنها مورد شوند. پس از آن مدلگرفته می

د، سودمند بینی کنتصمیمات آتی مشتریان را پیش قادر باشدگویی که گیرند. این دو مدل جهت ایجاد مدل پیشاستفاده قرار می

تحلیل در شبکه هوشمند برق یک مدل تجویزی وجود دارد. این سطح مستقیما  تجزیه و فرایندهستند. در پایان در بالاترین سطح 

ایی، ( پردازش دسته1است:  داده به دو روش قابل انجام. پردازش کلان[43]گذار است ها و تصمیمات اثربر روی بازاریابی، استراتژی

( پردازش جریانی، که در 2شود که سرعت پاسخگویی اهمیت ندارد. شود و مواقعی استفاده میهای زمانی انجام میکه در بازه

و  84آپاچی هدوپگیرد. مناسب ترین پلتفرم برای دسته اول کاربردهای برخط که سرعت پاسخ مهم است مورد استفاده قرار می

 .[3]تواند استفاده گردد برای هر دو دسته می 86آپاچی اسپارکاست و همچنین  85آپاچی استورمه دوم برای دست

ند. کهای هوشمند نقش مهمی دارد زیرا به ارزیابی شبکه کمک بسزایی میها در شبکهسازی دادهبصری: دادهبصری سازی کلان -

ه و با ابعاد بالا را به صورت دو بعدی و سه های چند متغییرمنظور وجود دارد که توانایی نمایش دادهگوناگونی برای اینهای روش

یچیده ها را پهای هوشمند با متغیرهای بیشماری مواجه هستند، مانند نقشه سه بعدی شبکه که نمایش دادهبعدی دارند. اما شبکه

دگی، مختصات موازی و هایی مانند نمودار پراکنتوان از روشها میمنظور غلبه بر مشکلات ناشی از ابعاد بالای دادهکند. بهمی

 .[44]استفاده کرد  87منحنی اندرو

 

 های هوشمندداده در شبکهرویکردهای موثر تحلیل کلان -3-2

سازی، نظر ذخیرهها از نقطه آوری و پردازش همه دادههای هوشمند برق، جمعبا توجه به حجم زیاد و تنوع داده در شبکه

که داده در شبکارهایی جهت تحلیل موثر و کارآمد کلانمنظور راهها به لحاظ فنی ناکارآمد است. برای اینپیچیدگی و هزینه آن

 هوشمند برق طراحی شده است:

ه داده بزرگ است. منظور تولید نسخه کاهش یافته و قابل ارائه از یک پایگاموثر به هایروشکاهش ابعاد: این روش یکی از  -

ایی است که بتواند اطلاعات مشابهی در مقایسه با مجموعه گونهچالش کلیدی یافتن مقدار بهینه کاهش برای مجموعه داده به

 .[45]داده اولیه تولید کند 

آوری، تحلیل و پردازش داده منظور جمعهای قدرت متداول از یک معماری متمرکز بهو توزیع شده: سیستم 88پردازش لبه -

کنند. چنین چارچوبی نیازمند تبادل وسیعی از جریان داده در بین تجهیزات هوشمند مستقر در شبکه است. این استفاده می
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 ایدبهای امروزی سازی، امنیت و مدیریت داده ناکارآمد است. بنابراین شبکهروش نه تنها از دیدگاه ارتباطی بلکه از منظر ذخیره

عنوان ر کاهش بار محاسباتی در پردازشگر مرکزی استفاده نمایند. اخیراً پردازش لبه بهمنظوکاوی بهاز پردازش توزیع شده و داده

داده به خود سازی محاسبات )با پردازش داده در لبه شبکه نزدیک به منبع داده( توجه زیادی را در حوزه کلانیک روش بهینه

ه کداده و سیستم پردازش مرکزی را احیا می کند، در حالی جلب کرده است. پردازش لبه پهنای باند ارتباطی مورد نیاز بین منبع

 [.53،54] دهدپردازش توزیع شده بار مدیریت داده را با پردازش موازی داده کاهش می

ار امید ککند، این نوع پردازش یک راهکه پردازش ابری از منابع محاسباتی بر اساس تقاضا استفاده میپردازش ابری: از آنجائی -

ازی، پذیری، پردازش موپذیری، انعطافرای محاسبات سنگین در شبکه است. پردازش ابری مزایای درخشانی مانند توسعهبخش ب

پذیری به همراه دارد. استقرار پردازش ابری در شبکه هوشمند برق مزایای پردازش توزیع شده، بازیابی سریع اطلاعات و مقیاس

کند. همچنین ها در چندین مکان فراهم میگیری از دادهامنیت با توجه به پشتیبان آوری خطا وفراوانی از جمله افزایش تاب

دهد تا با صرفه جویی در هزینه، انرژی و منابع، انعطاف پذیری، چابکی و کارآمدی را محقق کند پردازش ابری این امکان را می

[55،56.] 

 

 داده در شبکه هوشمند برقهای کلان سرویس -4

داده، تسریع و شبیه سازی سیستم قدرت های انرژی مبتنی بر کلانهای هوش مصنوعی در سرویسسازی روشپیادههدف اصلی 

یی افعلی در جهت تبدیل به شبکه هوشمند قابل اطمینان، مقرون بصرفه و سازگار با محیط است. از این خدمات طیف گسترده

رو هدف، ارتقاء عملکرد خدمات گردند. از اینمنتفع می (DSO) 89توزیع شده هایهای سیستماز ذینفعان حوزه انرژی مانند اپراتور

ها، داده است. از مهمترین این سرویسبرداری از کلانمنظور بهرههای تجاری جدید در بخش انرژی بهو تشویق به ساخت مدل

رد بینی اشاره کو تعمیرات قابل پیش گویی، تشخیص خطاتوان به پیش( نمایش داده شده است، می11طور که در شکل )همان

 که در ادامه توضیح داده خواهد شد.

 

 گوییپیش -4-1

ازی سبینی تولید، تقاضا و قیمت عرضه در بازار پیادهمنظور پیشهای مبتنی بر هوش مصنوعی را بهگویی، روشسرویس پیش

بط با بینی های مرتتوزیع در نظر بگیرد. همچنین پیشطوری که بتواند عدم قطعیت و مدیریت ریسک را در شبکه کند، بهمی

ردند، گگویی به سه دسته تقسیم میهای پیشنماید. روشگویی به تقاضا را فراهم میهای پاسخانرژی، اطلاعات لازم برای برنامه

های روش اضافه شده است.هنگام به ییگوشیپ ایکوتاه مدت  ارینام بس هب یچهارم یبنددسته هامرجعاز  یاگرچه در بعض

 آمده است. (3( و )2(، )1) هایبینی مورد بررسی در حوزه تولید، تقاضا و قیمت در جدولپیش

توانند در های کوتاه مدت میتواند انتخاب گردد. روشکوتاه مدت: در این روش بازه زمانی از یک ساعت تا یک هفته می -

 [.57،58مدیریت بهینه شبکه و بازار برق در حال نوسان مورد استفاده قرار گیرد ] هنگام، سیستمهای مدیریت انرژی بهسیستم

توانند در ارزیابی های میان مدت میتواند انتخاب گردد. روشمیان مدت: در این روش بازه زمانی از یک هفته تا یک سال می -

 [.59،60بندی نگهداری استفاده گردند ]اثرات زیست محیطی و زمان
 

 
 برق داده در شبکه هوشمندکلان یهاسیسرو(: 11شکل )

Figure (11): Big data services in smart grid 
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Table (1): Investigated forecasting methods in demand area 

 تقاضادر حوزه  یمورد بررس ینیبشیپ یهاروش(: 1جدول )

مدل 

 یادگیری
 مدل پیشنهادی مرجع

حوزه 

 کاربردی

 بازه

 بینیپیش 
 مزیت

معیار 

 ارزیابی
 مجموعه داده

ن
شی

ما
 

[65] SVM-HS کوتاه مدت برق قدرت 

سرعت بالای 

آموزش و صحت 

 بینیپیش

MAPE, 

RMSE, 

MAE  

Guangdong 

Province 
Industrial 

Development 

[66] SVM- PSO کوتاه مدت برق قدرت 
توانایی ذخیره 

 حافظه
MAPE  Jibei area, China 

[67] 
و شبکه  ARIMAترکیب 

 عصبی
 کوتاه مدت برق قدرت

 افزایش دقت

 بینی، پیش 

قابلیت بالای انطباق 

مولفه های 

 غیرخطی

MAPE, 
RMSE, 

MAE 
Governmental 

data 

ق
می

ع
 

[70،71] 

DNN خور به همراه پیش

روش تعدیل بازگشتی 

 نرخ یادگیری

ساختمان 

 هوشمند
 کوتاه مدت

 کاهش خطای

 بینیپیش 
RMSE Smart meters data 

[72] 
با سری  DNNترکیب 

 زمانی فازی
 کوتاه مدت انرژی

استراتژی پیشرفته 

 هاپردازش دادهپیش
MAPE 

Electrical power 

load datasets 
collected from 

QLD 

[73] 
خور با پیش DNNترکیب 

 تابع چگالی احتمال
 کوتاه مدت برق قدرت

 بینی بار وپیش

 چگالی احتمال 
MAPE, 
MAE Chine’s cities 

[74] 
CNN  روشو ترکیب با 

 هاافزایش داده

شبکه 

 خانگی
 کوتاه مدت

بینی بار یک پیش

 واحد مسکونی
MAPE, 

RMSE 
1181 residential 
households in 

Seoul, Korea 

[75] CNN  و ترکیب با شبکه
LSTM  

 کوتاه مدت برق قدرت
گویی تقاضای پیش

 تجمیعی روز آینده
MAPE, 

MSE, MAE 
London smart 

meter dataset 

[76] LSTM 
شهر 

 هوشمند
 کوتاه مدت

 افزایش دقت

 بینیپیش 
RMSE, 

MAE 
Energy Big Data 

is used in the US 

[62] 
LSTM مبتنی بر 

 یادگیری گروهی 

برق 

 صنعتی
 هنگامبه

بینی تقاضا در پیش

های کارخانه

 فولادسازی

MAPE, 

RMSE, 
MAE 

The real-time 
power demand 

data from 
practical steel 

plant 

[77،78] LSTM  
شبکه 

 هوشمند
 هنگامبه

بینی تقاضای پیش

خانگی با در نظر 

گرفتن عدم قطعیت 

 هاو ناپایداری داده

RMSE, 

MAE 

Irish Commission 

for Energy 

Regulation and 
Smart Grid Smart 

City 

 

گردد. روش های بلند مدت در سرمایه گذاری، تصمیم روش بازه زمانی بیشتر از یک سال انتخاب میبلند مدت: در این  -

 .[46]گردد مدت و قیمت گذاری بازار آینده استفاده می های بلندگیری

منظور حفظ تعادل تواند بههنگام میبه هایتواند انتخاب گردد. روشهنگام: در این روش بازه زمانی حداکثر یک ساعت میبه -

 .[47]شبکه استفاده شوند 

 

 گویی تقاضاپیش -4-1-1

تجمیعی روز  گویی تقاضایکند. به عنوان نمونه پیشبینی میگویی تقاضا نمایه مصرف یک یا چندین کاربر را پیشسرویس پیش

 بینی ازدحام احتمالی شبکه امری ضروری است.منظور پیشهای توزیع شده بهآینده یک منطقه خاص برای اپراتورهای سیستم
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Table (2): Investigated forecasting methods in generation area 

 بینی تولیدپیشدر حوزه  یمورد بررس ینیبشیپ یهاروش(: 2جدول )
مدل 

 یادگیری
 مدل پیشنهادی مرجع

حوزه 

 کاربردی

 بازه

 بینیپیش 
 مزیت

معیار 

 ارزیابی
 مجموعه داده

 SVR, SVM [80] ماشین
برق خورشیدی 

 و بادی
 کوتاه مدت

  کاهش خطای

بینی با پیش

استفاده از نرم 

 هاکردن داده

MAPE, 

MAE, MSE 

Electricity 

demand of 
northeast China 

ق
می

ع
 

[89] DNN  
برق 

 فتوولتائیک
 کوتاه مدت

الگوریتم بهینه 

 سازی ازدحام ذرات
MAPE UQ-SDMS 

[90] DNN 
برق 

 فتوولتائیک
 کوتاه مدت

درک روابط پنهان 

بین اطلاعات 

هواشناسی و 

های برق خروجی

 فتوولتائیک حقیقی 

MAE 
RMSE, 

Gumi city in 

South Korea 

[86] CNN هنگامبه برق بادی 

بینی احتمالی پیش

برق بادی با استفاده 

 از تبدیل موجک

ACE, IS, 
CRPS 

MWWF 

[87] CNN هنگامبه برق بادی 
ترکیب ماشین 

تقویت گرادیان با 
CNN 

MSE 
Wind farm in the 

northwest of 

China 

[88] CNN 
برق 

 فتوولتائیک 
 کوتاه مدت

بینی پیش

فتوولتائیک چند 

 سایتی

MAPE, 

RMSE, 
MASE 

National 

Renewable 

Energy 
Laboratory 

(NREL) 

[81،82] LSTM 

برق 

فتوولتائیک، 

خورشیدی و 

 بادی

 هنگامبه

استفاده از مجموعه 

های تاریخی داده

چند متغییره کوتاه 

 مدت

MAPE, 
2RMSE, R 

YULARA PV 
system in Alice 

Springs, 

Australia 

[83] LSTM 

بینی پیش

ساعتی تابش 

 خورشیدی

 نگامهبه

 بینیمدل پیش

نگام مبتنی بر هبه 
LSTM 

RMSE 
Island of 

Santiago, Cape 

Verde - MIDC 

[84] LSTM 
برق 

 فتوولتائیک
 کوتاه مدت

-مکانیزم توجه به

منظور تمرکز بر 

روی مهمترین 

های های دادهویژگی

 ورودی

MAE, 

MAPE, 

RMSE 
Shaoxing city, 

China 

[85] LSTM کوتاه مدت برق بادی 
و K-Means ترکیب 

LSTM 

MAE, 

MAPE, 

RMSE 

Two wind farms 

in the northeast 

of China 

 

کند، در شبکه منجر به افزایش عدم قطعیت ایی که انرژی را تولید و مصرف میها، مصرف کنندهتولید کننده-کنندهظهور مصرف 

بر هوش  بینی بار مبتنیهای پیشبینی و ناپایدار خواهد شد. روشگردد به این دلیل که مصرف غیر قابل پیشتقاضا می نمایهدر 

از  های بلند مدتکه در مسئلهطوریهای پیشرفته یادگیری ماشین را در بر دارد، بههای رگرسیون تا الگوریتممصنوعی از مدل

ترکیب  [.63،64گردد ]کار مناسب استفاده میعنوان راههای یادگیری ماشین بههای رگرسیون و در کوتاه مدت از الگوریتممدل

[ 65های ]سازی ازدحام ذرات در مرجعاکتشافی بهینه های جستجوی هارمونی سراسری و فراماشین بردار پشتیبان با الگوریتم

 بینی تقاضا استفاده شده است.منظور پیش[ به66و ]
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Table (3): Investigated forecasting methods in price area  
 بینی قیمتپیشدر حوزه  یمورد بررس ینیبشیپ یهاروش(: 3جدول )

مدل 

 یادگیری
 مدل پیشنهادی مرجع

حوزه 

 کاربردی

 بازه

 بینیپیش 
 مزیت

معیار 

 ارزیابی
 مجموعه داده

 کوتاه مدت بازار برق GBM [93] ماشین

 دقت خوب در

 بینیپیش 

 گیری قیمتشکل

MAE, 

MAPE, 

RMSE 

Eléctrica de 
Espaǹa (REE) 

ق
می

ع
 

[57] 
DNN 

 ترکیب با رمزنگار خودکار
 کوتاه مدت بازار برق

های حذف نویز داده

 تولید شده

MAE, 

MAPE, 
RMSE 

Electricity data 

of Ontario, 
Canada 

[94] 
استفاده از یک شبکه 

GRU چند لایه 
 بازار برق

 کوتاه مدت /

 میان مدت

بهبود عملکرد در 

مقایسه با 

ساختارهای شبکه 

عصبی ساده و 

 های آماریروش

MAE 
Turkish Day-
ahead Market 

electricity prices 

[92] 
با شبکه  CNNترکیب 

LSTM 
 نگامهبه بازار برق

-بهبود دقت پیش

بینی در مقایسه با 

مدل های یادگیری 

 ماشین

MAE 
RMSE, 

The Electric 

Power Markets 

(PJM) 

[95] CNN, DNN, 
GRU, LSTM 

 کوتاه مدت بازار برق

 بهبود صحت

بینی بر اساس پیش

 چارچوب ارائه شده

MAPE 
EPEX-Belgium, 

EPEX-France  

[96] DNN کوتاه مدت بازار برق 
عملکرد خوب برای 

 نوسان بالای قیمت
RMSE PJM electricity 

data 

[97] LSTM 
شبکه 

 هوشمند
 میان مدت

 بینی وبهبود پیش

مکانیزم آموزش 

مدل با استفاده از 

الگوریتم بهینه 

 Jayaسازی 

MAE 
RMSE, 

Microgrids, 

smart buildings, 

smart meters, 
electric vehicles, 

factories 

 

-باعث افزایش دقت پیش (ANN)های عصبی با شبکه (ARIMA)میانگین متحرک یکپارچه خودگردان همچنین ترکیب مدل 

ی سازبینی تقاضا پیادهبندی بدون نظارت برای کاربردهای مختلفی در ارتباط با پیشخوشه هایروش. [48]گردد ها میبینی

ن بندی مشترکین، تعییها، دستهوری انرژی آنها بر اساس بهرهبندی ساختمانتوان به طبقهگردند. از جمله این کاربردها میمی

های اخیر، استفاده در سال[. 68،69] الگوهای مصرف لوازم برقی، تعیین پروفایل های اوج مصرف و تشخیص دزدی برق اشاره کرد

طه ایی صورت پذیرفته است. نقطور گستردهبینی تقاضا بههای پیشعنوان نسل بعدی روشبه های یادگیری عمیقاز الگوریتم

ظور منخور بههای عصبی عمیق پیشبینی است. از شبکههای قبل کاهش خطای پیشقوت این نسل جدید در مقایسه با روش

 بهره گرفته شده است 91نرخ یادگیری 90بازگشتی ها از روش تعدیلبینی تقاضا در کوتاه مدت استفاده شده است که در آنپیش

بینی تقاضا استفاده شده است. این منظور پیشاز ترکیب شبکه عصبی عمیق با سری زمانی فازی به [49] مرجع در [.70،71]

از  [50] مرجع در راستای ارزیابی روش پیشنهادی بهره گرفته است. همچنین در (MSE) 92روش از معیار میانگین مربعات خطا

انولوشنی نیز های کشبکهشده است. بینی تقاضا استفاده ال جهت پیشخور با تابع چگالی احتمترکیب شبکه عصبی عمیق پیش

افزایش  روشهای کانولوشنی ترکیب شده با شبکه [51] مرجع عنوان نمونه دراند. بهکار گرفته شدههبینی کوتاه مدت بدر پیش

ها در راستای ازدیاد اند. در این روش، افزایش دادهمدت یک خانوار به خدمت گرفته بینی بار کوتاهمنظور پیشرا به 93هاداده

گویی یشپمنظور بهکوتاه مدت -های حافظه بلندهای کانولوشنی و شبکه شبکهکار گرفته شده است. ترکیب ههای آموزشی بداده

های عصبی عمیق با ساختارها و همراه ادغام شبکه بهگردد. در این روش ترکیب فوق تقاضای تجمیعی روز آینده استفاده می
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گویی تقاضا های پیشکوتاه مدت در بسیاری از مدل-های حافظه بلندشبکه .[52]پارامترهای مختلف به خدمت گرفته شده است 

روش پیشنهادی در استفاده شده است. بینی قیمت و تقاضا ها در جهت پیشاز این شبکه [53] مرجع اند. دراستفاده گردیده

از شبکه حافظه  [47] مرجع نی تقاضا دربیبخشد. همچنین مدل پیشبینی را بهبود میهای متعارف دقت پیشمقایسه با روش

ینی بمبتنی بر مدل پیشهنگام بهبینی کند. علاوه بر این، یک مدل پیشاستفاده می 94کوتاه مدت مبتنی بر یادگیری گروهی-بلند

ارائه شده  [54] مرجع ها دربا در نظر گرفتن عدم قطعیت و ناپایداری دادهکوتاه مدت -های حافظه بلندشبکه احتمالی مبتنی بر 

قطعی  های غیرمنظور مواجه با دادهبهکوتاه مدت -های حافظه بلندشبکه ر پایه بینی کوتاه مدت بطور مشابه مدل پیشاست. به

 .[55]و ناپایدار پیشنهاد گردیده است 

 

 گویی تولیدپیش -4-1-2

بینی تولید برق از منابع تجدیدپذیر در شبکه توزیع است. افزایش مداوم منابع انرژی گویی تولید، پیشهدف از سرویس پیش

های انرژی تجدیدپذیر را دو چندان کرده است. در این تر سیستمبینی دقیقپیش های قدرت نیاز بهتجدیدپذیر در سیستم

دهد نشان می [56] مرجع کار گرفته شده است. نتایج تحقیق ارائه شده درههای متعدد مبتنی بر هوش مصنوعی بخصوص، روش

م کنند. چندین الگوریتها به سطح دقت بیشتری دست پیدا میهای یادگیری ماشین گروهی در مواجه با حجم عظیمی از دادهمدل

ی تولید برق بینمنظور پیشی گاوسی بهفرایندهای بردار پشتیبان و رگرسیون های عصبی، ماشینیادگیری ماشین مانند شبکه

های های یادگیری عمیق مانند شبکهاند. در همین راستا الگوریتممورد بررسی قرار گرفته [57] مرجع بادی درخورشیدی و 

ن های یادگیری ماشین مانند ماشیکوتاه مدت و ترکیب آنها با الگوریتم-های حافظه بلندشبکههای عمیق، کانولوشنی، شبکه

ختلف های مکوتاه مدت در زمینه-های حافظه بلندشبکه اند.کار گرفته شدههبینی تولید ب، جهت پیشK-Meansبردار پشتیبان و 

بینی ساعتی تابش خورشیدی روز آینده . پیش[81،82] ، خورشیدی و بادی کاربرد دارند95بینی تولید مانند برق فتوولتائیکپیش

پذیرد کوتاه مدت انجام می-های حافظه بلندهنگام مبتنی بر شبکههبینی بهای هواشناسی و براساس مدل پیشبا استفاده از داده

پیشنهاد شده که در آن  [59] مرجع کوتاه مدت در-های حافظه بلندبینی کوتاه مدت با استفاده از شبکهمدل پیش. یک [58]

 [60] مرجع های ورودی بهره گرفته شده است. نویسندگان درهای دادهمنظور تمرکز بر روی مهمترین ویژگیاز مکانیزم توجه به

ند که ابینی کوتاه مدت بهره بردهمنظور ارائه یک مدل پیشکوتاه مدت به-های حافظه بلندبا شبکه K-Meansاز ترکیب الگوریتم 

بینی تاثیرگذار دهد که در تولید مدل پیشیی از معیارهای کلیدی برق بادی را شکل میهاخوشه K-Meansدر آن الگوریتم 

مورد استفاده  [61] مرجع هنگام احتمالی برق بادی درهبینی بشبکه کانولوشنی با استفاده از تبدیل موجک در مدل پیش است.

 بینیمنظور مدل پیشبا شبکه کانولوشنی به (GBM) 96ترکیب ماشین تقویت گرادیان [62] مرجع قرار گرفته است. نویسندگان در

ه تقویت عملکرد شبکباعث ماشین تقویت گرادیان کار گیری هاند. در روش پیشنهادی بهنگام برق بادی را پیشنهاد دادههب

 هایاز معیار میانگین مربعات خطا جهت ارزیابی مدل استفاده شده است. همچنین استفاده از شبکهکانولوشنی گردیده و 

خور به همراه الگوریتم شبکه عصبی عمیق پیش اشاره شده است. [63] مرجع بینی فتوولتائیک چند سایتی درکانولوشنی در پیش

بینی کوتاه مدت پیشنهاد شده است. پنج ساختار متفاوت شمنظور استفاده در مدل پیبه [64] مرجع سازی ازدحام ذرات دربهینه

سه روش  [65] مرجع اند. دربینی دقیق مورد استفاده قرار گرفتهیابی به نتایج پیشمنظور دستهای متنوع بهشبکه با پیچیدگی

کوتاه مدت -بلند های حافظههای مبتنی بر شبکه عصبی، شبکه عصبی عمیق و شبکهبینی تولید برق فتوولتائیک شامل مدلپیش

دل کند. مهای برق فتوولتائیک حقیقی را درک پنهان بین اطلاعات هواشناسی و خروجی هایرابطهارائه شده است که قادر است 

ایی طراحی شده است که قادر به برداشت الگوهای ساعتی در یک روز و کوتاه مدت به گونه-های حافظه بلندپیشنهادی شبکه

 الگوهای فصلی در طول روزها است.

 

 گویی قیمتپیش -4-1-3

 هایبرای شرکت های خرید انرژیبینی قیمت برق است که نقش بسزایی در کاهش صورت حسابهدف از این سرویس پیش

ا دهد یا بهای زمانی قیمت برق نوسان زیادی را نشان میدر نظر داشت هنگامی که سری بایدفروشنده در افق کوتاه مدت دارد. 
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. [66]های شبکه عصبی ساده عملکرد مناسبی نخواهند داشت افزایش شدید قیمت و رفتار غیرخطی و آشفته همراه است، مدل

طور ههای یادگیری عمیق برو مدلگردد. از اینتر احساس میهای پیچیدهبینیمنظور پیشتر بهپیچیدههای روشبنابراین نیاز به 

شتیبان ماشین بردار پهای یادگیری ماشین مانند درخت تصمیم و رگرسیون ایی در تخمین قیمت برق به همراه دیگر مدلگسترده

ور طی وابسته به زمان کارایی دارند و بههای عصبی بازگشتی در حل مسائل یادگیر. شبکه[92،93] اندمورد استفاده قرار گرفته

-ایی در تخمین سریعملکرد فوق العاده )GRU(  97واحدهای بازگشتی مجتمع شده کوتاه مدت و-های حافظه بلندشبکهخاص 

کوتاه مدت و -ترکیب دو شبکه عمیق حافظه بلند [68]مرجع گویی قیمت برق در پیشمنظور به .[67]های زمانی قیمت دارند 

فاده شده استمجذور مربعات خطا و میانگین مطلق خطا شبکه عصبی کانولوشنی پیشنهاد و برای ارزیابی الگوریتم از معیارهای 

اند. این چارچوب بینی قیمت برق ارائه دادهمنظور پیشدی بهسازی جدییک چارچوب مدل [69] مرجع ن دراست. نویسندگا

ت. و شبکه عصبی کانولوشنی اسواحدهای بازگشتی مجتمع شده کوتاه مدت، -های حافظه بلندشامل شبکه عصبی عمیق، شبکه

ارائه  [70] مرجع بینی قیمت برق روز آینده درمنظور پیشبه (DCANN) 98یک مدل جدید بر اساس شبکه عصبی انتخاب پویا

های بعد و جستجوی نظارت استفاده کرده و ایده حذف نمونهشده است. مدل پیشنهادی از ترکیب یادگیری با نظارت و بدون

بینی قیمت برق کوتاه مدت در جهت پیش-از شبکه عمیق حافظه بلند [71] مرجع کار گرفته است. درهیت را بورودی با کیف

بینی و شگردند تا توانایی پیتنظیم میجایا سازی بهره گرفته شده است. هایپر پارامترهای این شبکه به وسیله الگوریتم بهینه

ی نبیچند لایه به عنوان یک مدل جدید پیشواحدهای بازگشتی مجتمع شده مکانیزم آموزش مدل را بهبود دهند. یک شبکه 

دست آمده از شبکه پیشنهادی نشان دهنده بهبود عملکرد آن در مقایسه با هارائه شده است. نتایج ب [67] مرجع قیمت برق در

ی برق بینمنظور پیشآماری است. نویسندگان در این روش از شبکه عصبی عمیق به هایروشساختارهای شبکه عصبی ساده و 

 99اییدکار حذف نویز پشتهرمزنگار خو این روش از ترکیب شبکه عصبی عمیق با [72] مرجع اند. درروز آینده استفاده کرده

 های تولید شده توسط منابع مختلف بهره گرفته شده است.منظور حذف نویز دادهبه

 

 بینیتعمیرات قابل پیش -4-2

آوری شده از سنسورهای قرار گرفته در بینی، استفاده از اطلاعات بالقوه با ارزش جمعهدف از سرویس تعمیرات قابل پیش

بندی شده است. علاوه بر این، های مرتبط با تعمیرات زمانگیریمنظور تسهیل در تصمیمبرق بهتجهیزات شبکه هوشمند 

ات بعد تر نسبت به انجام تعمیرصرفههبینی به مراتب مقرون بهای تعمیرات قابل پیشبندی شده با استفاده از مدلتعمیرات زمان

وط بینی مربهای مختلف شبکه توزیع استفاده گردیده است. تعمیرات قابل پیشها در حوزهمدل. این [73]ها است از وقوع خرابی

ور منظهای یادگیری ماشین بههای اخیر الگوریتممورد بررسی قرار گرفته است. در سال [74] مرجع به ترانسفورماتورهای قدرت در

. الگوریتم جنگل [75]کار گرفته شده است ههای فتوولتائیک بلبینی در ترانسفورماتورهای قدرت و پنتعمیرات قابل پیش

بینی ترانسفورماتورهای قدرت قابل پیشهای یادگیری ماشین در تعمیرات هایی از روشعنوان نمونهبه 101آدابوستو  100تصادفی

نظور مهای با کیفیت بالا است که بهبینی، تکیه بر دادهمحور تعمیرات قابل پیشهای داده. عیب روش[76]اند کار گرفته شدههب

از  [77] مرجع در ها غیرمحتمل است.های شبکه توزیع واقعی وجود اینگونه دادهکه در سناریوگردد. در حالیارزیابی استفاده می

ی گردد. بر این اساس منحنی توان الکتریکهای فتوولتائیک استفاده میمنظور نظارت بر عملیات پنلهای کانولوشنی بهشبکه

 گردد. یک انحراف بزرگ بین منحنی توانبینی میهای مجاور پیشن پنلهای تواروزانه یک پنل فتوولتائیک با توجه به منحنی

تواند نشان دهنده پنلی با عملکرد نادرست باشد. بر اساس یک تحقیق انجام شده در دانمارک، یک بینی شده میمشاهده و پیش

های اند با استفاده از دادهن عایق شدهکیلوولت که با روغ 10بینی خطا در خطوط انتقال برق زیر زمینی هنگام جدید پیشهروش ب

میق بندی توالی با استفاده از شبکه عبا دقت پایین تولید شده از پست توزیع ارائه شده است. روش پیشنهادی بر مبنای طبقه

یف تعرکوتاه مدت بنا شده است که در آن سه سطح عملیاتی متفاوت شامل نرمال، هشدار اولیه و هشدار بحرانی -حافظه بلند

های مورد . روش[78]پذیر شده و تشخیص خطاهای سیستماتیک بهبود یابد بینی انعطافدهد پیشاند. این روش اجازه میشده

 است.( آورده شده 4بینی در جدول )بررسی در حوزه تعمیرات قابل پیش
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 تشخیص خطا -4-3

های تشخیص خطا به دو دسته تقسیم های غیر طبیعی برق هدف سرویس تشخیص خطا است. روشتشخیص و شناسایی جریان

ی بینهای مدل پیشهای حقیقی تولید شده توسط سنسورها با دادهمحور است که دادههای مدلگردند. دسته اول شامل روشمی

محور به دنبال تشخیص الگو از های دادهتواند نشان دهنده خطا باشد. در دسته دوم، روشزیاد میهای مقایسه شده و اختلاف

. از عوامل [79]آوری شده از سنسورهای قرار گرفته در نقاط مختلف شبکه هستند که نشان دهنده خطا هستند های جمعداده

ان، تماس مستقیم حیوانات و وقوع توان به تجهیزات آسیب دیده رخدادهای زیست محیطی، سقوط درختاصلی وقوع خطا می

ع بینی قطعی در صورت وقوتوانند به پیشهای هوش مصنوعی میهای طبیعی مانند طوفان و کولاک اشاره کرد. الگوریتمپدیده

های هوشمند منظور تشخیص خطا در شبکههای یادگیری ماشین متعددی به. الگوریتم[105،106] حوادث فوق کمک نمایند

از الگوریتم درخت تصمیم برای تشخیص عیب در خطوط برق بر مبنای  [80]مرجع اند. نویسندگان در استفاده قرار گرفتهمورد 

نزدیکترین  kبند جنگل تصادفی، ماشین بردار پشتیبان و اند. در همین راستا مدل طبقههای خطای پیشین استفاده کردهداده

-خوشه بندی مانندخوشه هایروش. همچنین [81]اند پیشنهاد شده 102شبکه در جهت تشخیص خطاهای ریز (KNN)همسایه 

بند قه. طب[82]برای این منظور استفاده شده است ( DBSCAN) 103زیبا نو یکاربرد یهابرنامه یبر چگال یمبتن ییفضا یبند

با ظهور یادگیری عمیق، از  برای تشخیص رخدادهای پویا در سیستم برق ارائه شده است. [83] مرجع درخت تصمیم گروهی در

های کهتوان به شبها میمنظور تشخیص خطا استفاده گردیده است. از جمله این الگوریتمایی بهطور گستردههای آن بهالگوریتم

استفاده از  [84]مرجع گشتی اشاره کرد. نویسندگان در های عصبی بازکانولوشنی، رمزنگار خودکار، ماشین بولتزمن و شبکه

ور قابل طنگام خطوط آسیب دیده را پیشنهاد دادند. دقت سیستم تشخیص پیشنهادی بههمنظور تشخیص بهشبکه کانولوشنی به

کار تشخیص هوشمند خطا کابل با استفاده از شبکه عصبی های یادگیری ماشین است. یک راهایی بالاتر از دیگر الگوریتمملاحظه

ارائه شده است. روش  [85] مرجع بینی و جلوگیری از خطاهای نهایی درهای انتقال و پیشتعیین صحت کابلمنظور عمیق به

ت طوریکه نیاز به استخراج ویژگی به صورنماید بهیابی و تشخیص خطا را به صورت خودکار فراهم میعیب فرایندپیشنهادی یک 

یابی در جریان منظور تشخیص و عیبجدید به فرایندیک  [86] مرجع باشد. نویسندگان درعملیات لازم نمیدستی در زمان 

ین احتمالی معرفی کردند. این فرایند شامل چهار مرحله اصلی به ابند شبکه عصبی مستقیم سیستم فتوولتائیک بر مبنای طبقه

( ایجاد یک پایگاه داده 3سازی و اعتبار سنجی آرایه فتوولتائیک، ( شبیه2( استخراج پارامترهای ماژول فتوولتائیک، 1قرار است: 

آمده نشان دهنده کارایی بالای روش  دسته( ساخت، آموزش و آزمایش شبکه. نتایج ب4مرتبط با عملیات سالم و دارای خطا و 

های بدون نویز و دارای نویز ها در جریان مستقیم با در نظر گرفتن مجموعه دادهیابی ناهنجاریپیشنهادی در تشخیص و عیب

 ( آورده شده است.4های مورد بررسی در حوزه تشخیص خطا در جدول )باشد. روشمی

 

 بحث -5

 ها وهای شبکه هوشمند برق به تفکیک بررسی و در ادامه چالشکار گرفته شده در سرویسههای بدر این بخش، ابتدا روش

 رو آورده شده است. های پیشفرصت

 

 های شبکه هوشمند برقها در سرویسروش -5-1

در شکل های هوشمند داده در شبکههای مرتبط با کلانهای هوش مصنوعی در حوزه سرویسنتایج مطالعه انجام شده روی روش

کوتاه -های حافظه بلندشبکههای مبتنی بر یادگیری ماشین و بینی بار روشهای پیش( نمایش داده شده است. در سرویس12)

رتیب مورد تهای عصبی کانولوشنی بههای مبتنی بر شبکه عصبی عمیق و شبکهمدت بیشترین کاربرد را دارند. همچنین روش

بالاترین  کوتاه مدت-های حافظه بلندگویی تولید نشان دهنده آن است که شبکههای پیشسرویس نتایج در مورداند. استفاده بوده

های یادگیری ماشین و ها در این خصوص بیانگر آن است که روشاند. بررسیکاربرد در این سرویس را به خود اختصاص داده

های شبکه اند. همچنینمیزان مورد استفاده قرار گرفته کوتاه مدت به یک-های حافظه بلندشبکه عصبی کانولوشنی پس از شبکه

 اند. عصبی عمیق در این سرویس به میزان کمتری نسبت به رویکردهای قبلی مورد استفاده بوده
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Table (4): Predictive maintenance and fault detection methods 

 بینی و تشخیص خطاهای تعمیرات قابل پیش(: روش4جدول )

 مجموعه داده تجهیزات مدل پیشنهادی مرجع مدل یادگیری حوزه

ش
 پی

ل
قاب

ت 
یرا

عم
ت

ی
ین

ب
 

 ماشین

[99] SVM های مشتریزیرساخت و داده ترانسفورماتور برق 

[101] RF, Adaboost ترانسفورماتور برق 

مشخصات ترانسفورماتورها، 

 بارگذاری، مکان و

 های هواشناسیداده

 عمیق
[102] CNN های الکتریکی برقسیگنال فتوولتائیکهای پنل 

[103] LSTM ولتاژ، توان فعال و جریان های برق زیرزمینیکابل 

طا
 خ

ص
خی

تش
 

 ماشین
[108] PCA, RF, KNN, SVM ریزشبکه 

های جریان و ولتاژ در هر سیگنال

 نقطه انتهایی خط

[110] Ensemble DT داده های مولد توزیع شده ریزشبکه 

 عمیق

[111] CNN ولتاژ گذرگاه برق قدرت 

[112] DNN مبدل خطوط انتقال های برق زیرزمینیکابل 

[113] DNN پارامترهای ماژول فتوولتائیک فتوولتائیک 

 

ند و اگویی قیمت بیشترین سهم را به خود اختصاص دادههای مرتبط با پیشکوتاه مدت در سرویس-های حافظه بلندشبکه

بی های عصاند. همچنین از شبکهمبتنی بر یادگیری ماشین و شبکه عصبی عمیق بعد از آن به یک میزان موثر بودههای روش

 کانولوشنی نیز در برخی مطالعات استفاده شده است.

 درصد 37گویی در های مرتبط با پیشکوتاه مدت در سرویس-های حافظه بلندبراساس بررسی نویسندگان در این مقاله، شبکه

ها بیشترین سهم را در گر آن است که این دسته در مقایسه با سایر روشاند. این میزان کاربرد بیانموارد استفاده گردیده

های یادگیری ماشین و شبکه عصبی عمیق به اند. همچنین خانواده روشهای هوشمند داشتههای مرتبط با شبکهبینیپیش

اند که در این درصد موارد استفاده شده 16های کانولوشنی نیز در اند. شبکهوثر بودهها مدرصد برای پیشگویی 21و  26ترتیب 

دست آمده از این مطالعه هنتایج ب( نمایش داده شده است. 13دهد. نتایج فوق در شکل )زمینه کمترین میزان استفاده را نشان می

یادگیری ماشین در حل مسائل این گروه بسیار خوب عمل های بینی، روشتعمیرات قابل پیشگر آن است که در سرویس بیان

های درصد دیگر، روش 40اند. همچنین درکار گرفته شدهدرصد کاربردها به 60ها در دهد این روشاند. این بررسی نشان میکرده

اند در وانستهینی تبکوتاه مدت و شبکه عصبی عمیق با نسبت مساوی در تعمیرات قابل پیش-های حافظه بلندشبکهمبتنی بر 

 ( نتایج مربوط به این گروه نمایش داده شده است.14شبکه هوشمند برق مورد استفاده قرار گیرند. در شکل )

ند بیشترین ابینی در سرویس تشخیص خطا نیز توانستههای مبتنی بر یادگیری ماشین علاوه بر سرویس تعمیرات قابل پیشروش

درصد  62مبتنی بر یادگیری ماشین در  هایروششود که ( مشاهده می15ند. بر اساس شکل )میزان تاثیرگذاری را داشته باش

و  25های کانولوشنی به ترتیب با های یادگیری عمیق و شبکهاند. همچنین شبکهکار گرفته شدههموارد جهت تشخیص خطا ب

 اند.درصد جهت تشخیص خطا استفاده شده 13
 

 روهای پیشها و فرصتچالش -5-2

های های هوش مصنوعی و علم داده در جهت حل چالشایی به استفاده از توانمندیموسسات فعال در حوزه انرژی تمایل فزاینده

محور به  دادههای کلانهمچنان در مراحل اولیه توسعه خود هستند و بیشتر برنامه هاروشحال این روزمره خود دارند. با این
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ورد. آهای جدید در این حوزه تحقیقاتی نوظهور و امید بخش فراهم میاند. این مطلب فرصتشکوفایی مورد انتظار خود نرسیده

یری گهای تولید شده توسط ابزارهای اندازههای اولیه این تمایل فزاینده، در دسترس بودن حجم قابل توجه از دادهیکی از محرک

بع های مرتبط با دیجیتالی شدن شبکه و یا دیگر مناشدن شبکه است. چنانچه این اطلاعات با دیگر سیستم هوشمند و دیجیتالی

عه ها مشوقی برای توساگرچه این فرصت دهد.ایی خارجی ترکیب گردد، درک بیشتری از چگونگی عملکرد سیستم ارائه میداده

ن نیز باید به درستی مورد بررسی قرار گیرند تا توسعه شبکه هوشمند های موجود در آچالشمحور است،  دادهکارهای کلانراه

داده در صنعت برق در شش های کلانهای کامل بالقوه خود دست یابد. بر اساس تحقیقات صورت گرفته چالشبرق به ظرفیت

 [ که عبارتند از:1،45اند ]موضوع متمرکز شده

های ذخیره و انتقال بهبود داده شده و بردی با وجود سنسورهای جدید، روشهای کارزیرساخت فناوری اطلاعات: برنامه -الف

داده هستند. با در نظر گرفتن های تبادل و پردازش داده ملزم به تقویت زیرساخت فناوری اطلاعات در مواجه با کلانتوانمندی

هنگام روبرو هستند که در نسل جدید آنها این های بهگیری هوشمند با کمبود دادهزیر ساخت موجود، نسل فعلی ابزارهای اندازه

 های بلند مدت مورد استفاده قرار گیرند.ریزیموضوع باید مورد توجه قرار گرفته تا بتواند در برنامه

های مبتنی بر هوش های کلیدی روشهای با کیفیت یکی از چالشآوری و حاکمیت داده: وجود و دسترسی به دادهجمع -ب

آوری شده همیشه از کیفیت خوب و مناسبی برخوردار های جمعه انرژی است. باید در نظر داشت که دادهمصنوعی در حوز

وانند با استفاده تهایی با قابلیت مواجه با سناریوهای پیچیده استفاده گردند. این مشکلات مینیستند تا بتوانند در توسعه سیستم

 رطرف گردند.های صحیح مدیریت و حاکمیت داده باز استراتژی

محور کارهای دادهها در راهیکپارچه سازی و به اشتراک گذاری داده: قابلیت تبادل و استفاده از اطلاعات حاصل شده از داده -ج

های رقابتی خود از به های امنیتی و حفظ مزیتمنظور اجتناب از ریسکرسد. با این وجود موسسات بهنظر میامری ضروری به

 کنند.ها اجتناب میادهاشتراک گذاری د

 
 های یادگیری ماشین و یادگیری عمیق در شبکه هوشمند برق(: رویکرد12شکل )

Figure (12): Machine Learning and Deep Learning approaches in smart power grid 
 

 
 بینی در شبکه هوشمند برق(: رویکردهای پیش13شکل )

Figure (13): Forecasting Approaches in smart power grid 
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 بینی در شبکه هوشمند برق(: رویکردهای تعمیرات قابل پیش14) شکل

Figure (14): Predictive maintenance approaches in smart power grid 

 

 
 (: رویکردهای تشخیص خطا در شبکه هوشمند برق15شکل )

Figure (15): Fault detection approaches in smart power grid 
 

سازی داده در حوزه کاوی، یادگیری ماشین و مدیریت و بصریجدید تحلیل داده در داده هایروشپردازش و تحلیل داده:  -د

کارها و ایجاد منظور ارائه راههای جدید بهتحلیل داده فرصت هایروشها در اند. این نوآوریانرژی مورد استفاده قرار گرفته

محوری ایجاد گردد تا از های جدید دادهرو ضروری است مدلوجود آورده است. از اینتجاری جدید در این حوزه بههای مدل

 های به وجود آمده نهایت استفاده را ببرند.نوآوری

ه داشته کهمراه های برق رشد فزاینده حوادث سایبری در این حوزه را بهسازی سیستمامنیت و حریم شخصی داده: دیجیتال -ه

 ایدبها عنوان یکی از محورهای مهم امنیت سایبری در نظر گرفته شود. از طرفی امنیت و حریم شخصی دادهباعث شده است به

 های زنجیره تامین به حداقل برسد.تضمین گردد تا از مشتریان حفاظت شده و ریسک

داده، نیاز به متخصصین تحصیل کرده و ای کلانهگیری از سرویستخصص و مهارت: در هوشمندسازی شبکه برق و بهره -و

اری گذرو سرمایهشود. از اینداده را داشته باشند امری مهم و حیاتی در نظر گرفته میآموزش دیده که توانایی استفاده از کلان

ک در شبکه کم های دیجیتالی شدهتواند به مدیریت بهتر سیستمورزی متخصصین مرتبط با این حوزه میدر آموزش و مهارت

 شایانی نماید.

 

 گیرینتیجه -6
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 داده و هوش مصنوعی منتج بهکارهای مبتنی بر کلانسازی راههای برق، پیادهایی سیستمبا افزایش پیچیدگی زمانی و حافظه

مند استقرار های ذخیره شده توسط تجهیزات هوشایی برای استخراج دانش و ارزش افزوده از حجم بالای دادروش امیدوار کننده

توانند حاوی اطلاعات با ارزشی باشند، از منابع مختلفی همچون اطلاعات ها که مییافته در شبکه توزیع برق شده است. این داده

گردند. هدف استفاده آوری میهای اجتماعی و تجهیزات هوشمند نصب شده در شبکه جمعبازار برق، اطلاعات جغرافیایی، شبکه

پیشرفته فناوری اطلاعات در شبکه برق، ارتباط پارامترهای فیزیکی مرسوم استفاده شده در شبکه با اینگونه های از تکنولوژی

ه در منظور استفادهای فنی صنعت برق است. ابزارهای تحلیلی مرسوم بهمنظور کشف الگوهای بالقوه و استخراج چالشها بهداده

تج پذیری منکار امکانهوشمند دارای پیچیدگی زمانی بالایی هستند و همواره به راههای ریزی شبکهعملیات، نگهداری و برنامه

ها، مواجه با تنوع و پویایی آنها با توانند با استخراج ارزش از حجم زیادی از دادههوش مصنوعی می هایروش روگردد. از ایننمی

ای ههای هوشمند نقش خود را ایفا کنند. در دهه اخیر روششبکه ریزیتر، در عملیات، نگهداری و برنامهمحاسبات به مراتب سریع

اند. در این مقاله مروری سعی شده است های هوشمند ترسیم کردههای امید بخشی در شبکهمبتنی بر هوش مصنوعی افق

ابتدا  سی گردد. درداده بررنظر گرفتن کلان رویکردهای یادگیری ماشین و یادگیری عمیق مرتبط با شبکه هوشمند برق با در

طیفی و نظریه اطلاعات در مقایسه با های روشهای زمانی، پردازش سیگنال، های آماری، سریرویکردهای مرسوم شامل روش

های آن از جمله معماری داده در شبکه هوشمند برق و ویژگیمحور مطرح گردید. همچنین به نقش کلانرویکردهای داده

های مبتنی بندی برای سرویسداده و رویکردهای موثر در این حوزه اشاره شد. در انتها یک دستهداده، چرخه حیات کلانکلان

روی موسسات های پیشها و فرصتداده در شبکه هوشمند برق ارائه و هر کدام مورد بررسی قرار گرفت. همچنین چالشبر کلان

 صصین مورد توجه و بررسی قرار گیرد.تواند توسط محققین و متخفعال در صنعت برق بیان گردید که می
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3. Machine learning     4. Shallow neural network 

5. Predictive maintenance     6. Deep neural network (DNN) 

7. Discriminative      8. Advanced metering infrastructure (AMI) 

9. Internet of things (IoT)     10. Gaussian 

11. Histogram      12. Kernel function 

13. Proximity      14. Sensor systems 

15. Cross-correlation     16. Auto regressive integrated moving average 
17.  Kalman filtering     18. Wavelet 

19. Random packet sample    20. Low-pass 

21. Principal component analysis (PCA)   22. Kolmogorov 

23. Entropy      24. Relative entropy 

25. International renewable energy agency (IRENA)  26. Shallow neural network 

27. Historical data     28. Supervised 

29. Unsupervised      30. Semi-supervised 

31. Reinforcement learning (RL)    32. Deep learning (DL) 

33. Classification      34. Support vector machine 

35. K nearest neighbor (KNN)    36. Decision tree 

37. One class SVM (OC-SVM)    38. Clustering 
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41. Density estimation     42. Q Learning 
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